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1. Introdução

O corpo humano é um sistema complexo e a aquisição de 
dados sobre suas propriedades estáticas e dinâmicas produz 
grandes quantidades de informação. Um dos maiores desafios 
é como adquirir, processar e exibir dados sobre o corpo, de 
modo que a informação possa ser visualizada, interpretada e 
utilizada para permitir sua análise nos procedimentos diagnós-
ticos e auxiliar em terapias. Em muitos casos, a apresentação 
de informações sobre o corpo humano na forma de imagens 
é a abordagem mais eficiente para enfrentar esse desafio.

As imagens médicas são produzidas pela interação de 
algum tipo de energia com os tecidos, órgãos ou siste-
mas do corpo humano. O processo de produção das ima-
gens médicas está sempre relacionado a alguma forma de 
interação de um determinado tipo de energia (eletromagnética, 
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mecânica) com a matéria. A visualização da imagem é rea-
lizada através de um parâmetro de contraste, determinado 
por alguma característica física que diferencia os diferentes 
tecidos, órgãos ou sistemas. Com exceção da ultrassono-
grafia, que utiliza energia mecânica, a maioria das imagens 
médicas utiliza a interação entre a energia eletromagnética 
e o corpo humano. A laparoscopia, por exemplo, utiliza luz 
visível que interage com os tecidos, enquanto outras ima-
gens médicas utilizam radiações não visíveis, como infra-
vermelho, ultravioleta, raios X ou radiação gama. No caso 
das não visíveis ao olho humano, a visualização das ima-
gens exige a atribuição de uma escala “falsa” de cores aos 
valores dos parâmetros de contraste.

Diferentes técnicas de imagens médicas são usadas 
para revelar a estrutura do corpo (anatomia), sua fisiolo-
gia (funções) e as interações bioquímicas entre células e 
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moléculas que o compõem. Essas três categorias de ima-
gens médicas são usualmente denominadas imagens estru-
turais, funcionais e moleculares. Separadamente ou com-
binadas, tais técnicas vêm ampliando consideravelmente 
a compreensão da estrutura e função do corpo humano.

As tecnologias modernas de imagens médicas ofe-
recem o potencial e a promessa de grandes avanços na 
medicina. A área de processamento e análise digital de ima-
gens é um dos campos mais importantes da ciência médica 
devido ao rápido e contínuo progresso na visualização de 
imagens médicas e avanços nos métodos de diagnóstico 
assistido por computador e terapias guiadas por imagens. 
Essa área vem sendo essencial para a detecção precoce, 
o diagnóstico e a avaliação da resposta ao tratamento do 
câncer. O desafio é processar e analisar de forma efetiva as 
imagens médicas de forma a extrair, quantificar e interpretar 
essas informações para obter compreensão e percepção 
sobre a estrutura e o funcionamento dos órgãos e sistemas.

Por sua própria natureza, a área de processamento e aná-
lise digital de imagens é interdisciplinar em vários aspectos. 
Primeiro, para a aquisição das imagens devem ser conside-
rados os aspectos envolvidos na sua produção por causa 
das diferentes propriedades físicas e químicas dos objetos a 
serem imageados por sistemas de detecção. Em seguida, o 
parâmetro de contraste da imagem deve ser convertido em 
sinal digital e processado por um computador para extração 
das informações. Nessa cadeia de processos estão envol-
vidos conceitos de várias ciências, tais como computação, 
física, matemática e química, e contribuições de diversos 
aspectos da engenharia elétrica, mecânica e de software.

Este artigo apresenta uma abordagem conceitual sobre 
o processamento e a análise digital de imagens, trazendo 
alguns exemplos da aplicação de tais métodos na prática 
clínica e da pesquisa em imagens médicas.

Para explorar a temática, optou-se por dividir este artigo 
em seções que apresentam: 
• como as imagens médicas são representadas digital-

mente e os principais aspectos relacionados à sua aqui-
sição, como o ruído; 

• algumas técnicas de pré-processamento que permitem 
melhorar e destacar aspectos relevantes das imagens; 

• os principais métodos de segmentação de objetos de 
interesse nas imagens; 

• como representar e descrever de forma quantitativa 
características relevantes das imagens para que elas 
possam ser analisadas computacionalmente; 

• aspectos relativos à análise e ao reconhecimento de 
padrões em imagens; 

• alguns exemplos de esquemas de auxílio computado-
rizado ao diagnóstico.

2. Representação das Imagens Digitais

2.1. Representação Fotométrica e Faixa Dinâmica
Imagens de câmeras digitais e/ou para internet, de modo 
geral, são formadas por arquivos que se caracterizam por 

apresentarem resolução de 8 bits por canal, codificados 
em RGB (vermelho, verde e azul). Essa estruturação típica 
é diferente quando se trata da maioria dos tipos de imagens 
médicas, cujos “canais” representam simplesmente uma 
medida física, tal como a densidade radiográfica. A resolu-
ção de contraste, nesse caso, é determinada pela quanti-
dade de tons de cinza que são representados na imagem. 
Nesse caso, numa codificação de 8 bits, a quantidade total 
de tons varia numa escala de 0 a 255, convencionando-se 
0 como preto e 255 como o branco máximo. Ainda assim, 
equipamentos mais avançados, desde os anos 2000, ao 
menos, convertem a variação de tons reais de cinza em 
escalas com ainda maior sensibilidade, em resoluções de 
contraste de 10, 12 e, atualmente, até 16 bits (1.024, 4.096 
ou mais de 65 mil níveis diferentes de cinza, respectivamente).

Outro fator de resolução, chamado resolução espacial, 
também determina diferenças de características na ima-
gem digital. Nesse caso, o relacionado ao menor tamanho 
de elemento da imagem como um todo, ou seja, o pixel. 
Quanto menor o tamanho do pixel de uma imagem digital, 
maior a quantidade de detalhes que podem ser representa-
dos da projeção do objeto original. Isso também determina 
o tamanho da matriz que representa essa imagem digital. 
Uma resolução espacial de 200 μm numa imagem cujo 
tamanho é de 30 × 40 cm indica que a matriz espacial a 
ser formada na imagem digital terá 1.500 × 2.000 pixels. Se 
cada pixel dessa matriz tiver uma resolução de contraste de 
10 bits, por exemplo, isso significa então que o arquivo digital 
relativo a essa imagem terá 1.500 × 2.000 × 10 = 30 M bits, 
ou seja, ocupará 3,75 Mbytes de espaço de memória. O que 
mostra que, quanto mais refinada for a resolução (tanto 
espacial, representada como um valor cada vez menor 
de pixel, como de contraste, representada como um valor 
cada vez maior de bits, ou tons de cinza) da imagem digi-
tal, maior é o espaço necessário de armazenamento dos 
bits que a representam. 

2.2. Imagem Raw e Imagem Processada
Nesse contexto, uma abordagem importante a ser con-
siderada nos atuais processos de aquisição da imagem 
médica digital pelos diversos tipos de equipamentos da 
área de diagnóstico por imagem é a relação entre o que 
se chama imagem raw e imagem processada (ou pós-pro-
cessada, como alguns chamam). E aqui, o que se chama 
de processamento de imagem ganha uma nova semân-
tica, ainda que inserido tecnicamente nos conceitos apre-
sentados adiante. 

Imagem raw (ou crua, na tradução literal) é aquela que 
não foi submetida a qualquer tipo de processamento digi-
tal (também chamada de imagem para processamento). 
Na aquisição, por exemplo, de imagem médica por expo-
sição a equipamento de raios X, a imagem raw é obtida 
diretamente dos dados de atenuação do feixe de raios X. 
Apresenta uma escala linear entre o log da exposição e a 
densidade óptica, além de menor contraste e uma região 
maior de captura (Figura 1). O alcance da radiação é muito 
amplo e torna-se difícil para o olho humano captar muitas 
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das informações de diferenças de contraste necessárias 
para a adequada interpretação. Trata-se de aspecto asso-
ciado ao fato de que a resposta do olho humano à variação 
de contraste é logarítmica1.

A partir do processo físico de aquisição que gera a ima-
gem raw, obtém-se a chamada imagem processada que, 
na verdade, é a imagem “para apresentação” (ao médico). 
Trata-se da imagem final a partir da qual será feita a análise 
diagnóstica e que corresponde a um arquivo digital resultante 
da aplicação de alguma(s) técnica(s) de processamento digi-
tal sobre a imagem raw. A finalidade é deixar essa imagem 
a mais próxima possível da que seria obtida com filme, por 
exemplo, ou para evidenciar uma área de interesse. As suas 
características dependem da(s) técnica(s) utilizada(s), variando 
de acordo com o equipamento e a versão do software, e 
com um detalhe importante: são intrinsecamente depen-
dentes do fabricante do  equipamento/ sistema de aquisi-
ção. Apesar disso, em geral, os algoritmos de processa-
mento utilizados atuam para modificar/adaptar a curva de 
atenuação dos raios X.

A qualidade da imagem raw é dependente do detector 
utilizado na aquisição da imagem. Ela geralmente está 
estruturada em resolução de contraste de 14 bits por pixel 
(enquanto as processadas apresentam 12 bits). Mas, ape-
sar de ser a processada a que é apresentada ao médico 
para a avaliação diagnóstica, é na imagem raw que deve 
ser realizada qualquer avaliação de qualidade do processo 
de aquisição para evitar a diferença da utilização de dife-
rentes métodos de processamento (Figura 2). 

A diversidade de métodos de processamento torna difí-
cil a comparação entre imagens. Na transformação da ima-
gem raw para a processada ocorrem dois tipos de proces-
samento: pré-processamento: usado para correções mais 
básicas da imagem, como pixels defeituosos; e pós-pro-
cessamento: utilizado para melhorar a apresentação da 
imagem, com o uso de técnicas para diminuição do ruído 
e aumento de contraste3.

2.3. Ruído em Imagens
Os processos de aquisição de imagem geralmente são 

afetados pelo ruído devido à instrumentação e a erros de 
transmissão e compressão4. O ruído geralmente é quantifi-
cado pela porcentagem de sinais que estão corrompidos e 
os tipos mais comuns em imagens por raios X, por exem-
plo, são: quântico, gaussiano e Rayleigh.

Em mamografia, por exemplo, o ruído quântico é o prin-
cipal encontrado nas imagens5; ele é resultado da variação 
no número de fótons de raios X absorvidos pelo detector 
em determinado intervalo de tempo e possui relação pro-
porcionalmente inversa com a dose recebida pelo paciente6. 
Esse ruído reduz o contraste entre o fundo da imagem e 
estruturas de interesse, dificultando a detecção de peque-
nos detalhes ou sinais7. Recentes estudos mostraram que 
o ruído quântico é determinante na qualidade da imagem, 
de modo que acaba tendo influência direta no desempe-
nho do médico radiologista na detecção precoce de algum 
achado. Esse ruído também exerce uma influência maior 
do que a resolução espacial da imagem na detecção de 
microcalcificações e na classificação de nódulos8.

O ruído gaussiano obedece a uma distribuição gaus-
siana ou normal dos seus valores de amplitude ao longo do 
tempo9. Ao analisar essa distribuição, tem-se que o ruído é 
aleatório, pois há uma variação aleatória no valor dos pixels 
da imagem para mais e para menos, que ocorre em todos 
os pixels sem diferenciar partes da imagem nem variar com 
o tempo. Logo, quando encontrado na imagem, modifica os 
valores de intensidade dos pixels e, com isso, alguns deta-
lhes do sinal são perdidos. Esse tipo de ruído causa perda 
de nitidez nas bordas e em regiões planas. Também se veri-
fica distorção dos tons de cinza e do brilho da imagem10.

3. Pré-Processamento das Imagens

As imagens médicas digitais geralmente não são adequa-
das para a visualização direta, sem qualquer tipo de pro-
cessamento. Usualmente, há necessidade de realizar um 
pré-processamento da imagem para que ela seja corrigida 
ou realçada adequadamente, melhorando o seu contraste, 

Fonte: Pisano, Yaffe e Kuzmiak2.

Figura 1. Comparação entre a resposta de densidade óptica 
(response - OD) e exposição para o filme mamográfico e a 
mamografia digital.

Fonte: disponível em: <http://www.agfahealthcare.com/he/usa/en/binaries/vets%20
Image%20processing_tcm561-120347.pdf>. Acesso em: 10 ago. 2019.

Figura 2. Comparativo entre imagens raw e processada.
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corrigindo pixels defeituosos, reduzindo ruído ou permi-
tindo que técnicas avançadas de processamento sejam 
mais eficientes.

As técnicas de processamento que alteram o contraste 
das imagens podem destacar determinados objetos do 
fundo da imagem e possibilitar melhor percepção visual, 
baseada em critérios subjetivos do olho humano.

As técnicas de realce de contraste podem ser classifi-
cadas em diretas e indiretas. Nas técnicas diretas, também 
chamadas operações ponto a ponto, é estabelecido um 
critério de medida de contraste aplicado diretamente aos 
valores dos pixels da imagem. Ao contrário, nas técnicas 
indiretas é realizada uma operação sobre o histograma dos 
níveis de cinza da imagem, para depois alterar o contraste11.

Um dos exemplos de técnicas diretas de realce de con-
traste é a transformada wavelet. Transformadas  wavelet 
vêm sendo largamente empregadas em diferentes aplica-
ções nas últimas décadas, principalmente nas áreas de 
processamento de sinais e de imagens, possibilitando a 
representação de imagens mutiescala12-14. As vantagens da 
transformada wavelet se concentram no fato desse tipo de 
transformada poder ser usada para decompor o sinal em 
diferentes escalas, tanto no domínio da frequência quanto 
no domínio do tempo. Ela é capaz de escolher a escala 
apropriada no domínio da transformada wavelet, ignorando 
ou reduzindo a contribuição de outras escalas.

Alguns algoritmos que utilizam transformadas  wavelet 
vêm sendo implementados para realce de contraste 
na literatura15-17. 

Uma técnica indireta básica de realce de contraste é a 
equalização de histograma (histogram equalization — HE). 
Essa técnica mapeia a entrada de níveis de cinza para um 
nível de cinza proporcional à sua densidade cumulativa, de 
forma que a probabilidade de cada nível de cinza da ima-
gem resultante (pós-HE) seja uniformemente distribuída. 
Idealmente, a imagem de saída deve conter a mesma quan-
tidade de pixels para cada valor discreto de nível de cinza. 
Em algumas situações, a equalização de histograma resulta 
em um excessivo realce de contraste, podendo produzir 
ruídos na imagem18.

Na equalização global, todos os níveis de cinza da ima-
gem são levados em consideração no processamento. 
Já nas equalizações em regiões, é definida uma janela para 
varrer a imagem de forma pontual ou em blocos. Na equali-
zação regional pontual, apenas o ponto central da imagem 
é equalizado, enquanto na equalização por blocos, isso 
ocorre com todos os pontos da janela.

Uma das variações da HE que consideram a equaliza-
ção por blocos é a equalização adaptativa de histograma 
com limitação de contraste (CLAHE), desenvolvida por Pizer 
et al.19. Essa técnica ajusta o histograma original a um his-
tograma pré-definido e depois redistribui os valores exce-
dentes em outras intensidades, ou seja, aqueles que não 
se encaixaram na distribuição, antes de computar a função 
de distribuição cumulativa20.

A filtragem é uma das técnicas mais utilizadas no pré ou 
pós-processamento digital de imagens. Entende-se filtragem 

como a operação realizada para remover ou reduzir um 
componente indesejado da imagem, como o ruído, ou para 
melhorar ou extrair um conjunto particular de elementos da 
imagem, como as suas bordas. A operação de filtragem 
pode ser realizada tanto no domínio espacial como no domí-
nio da frequência. Alguns filtros têm equivalentes nos dois 
domínios. Por outro lado, alguns filtros operam exclusiva-
mente em um dos domínios.

A maioria das imagens com as quais estamos familiari-
zados é representada no domínio espacial, por uma matriz 
de intensidade de cor ou de escala de cinza, em um espaço 
bidimensional. As imagens no domínio espacial são amos-
tradas discretamente a partir da intensidade de um sinal 
no espaço, havendo uma correspondência direta entre 
as coordenadas da imagem e o espaço no “mundo real”.

Na área de processamento digital de imagens, frequen-
temente utiliza-se o termo frequência para descrever a taxa 
de mudança de um sinal no espaço, por exemplo, a taxa na 
qual a intensidade do pixel muda, à medida que se percorre 
uma imagem. Nesse contexto, a representação da imagem 
é realizada no chamado domínio da frequência espacial.

O conceito de frequência espacial é extremamente útil 
no processamento de imagens. Muitos dos métodos uti-
lizados no processamento de sinais analógicos e digitais 
(sinais frequentemente descritos pela sua frequência tempo-
ral) têm equivalentes diretos no processamento de imagens.

A taxa de mudança de intensidade em uma imagem 
pode ser representada em termos de um perfil de inten-
sidade senoidal, que pode ser descrito como a soma de 
uma série de senoides de frequência espacial e amplitude 
específicas. Assim, qualquer imagem pode ser descrita 
como a soma de uma série de senoides nas  direções x 
e y. Essa operação pode ser descrita através da transfor-
mada de Fourier (TF).

Em processamento de imagens, a TF bidimensional con-
verte uma imagem no domínio espacial para o seu equiva-
lente no domínio de frequência espacial. Nessa operação, 
os valores de intensidade reais da imagem são converti-
dos em uma matriz complexa simétrica no domínio da fre-
quência. Assim, a TF de uma imagem é sua representação 
exata, na qual nenhuma informação é perdida no processo 
de transformação. 

O espectro de Fourier de uma imagem digital é uma 
representação da magnitude do domínio da frequência 
espacial dos dados da imagem. As coordenadas da matriz 
do espectro representam diferenças na frequência espa-
cial. Por convenção, os espectros 2D de Fourier são exibi-
dos com os termos de frequência espacial mais baixa no 
centro, também chamados de frequência zero ou termo 
DC (do  inglês direct current). A magnitude ou amplitude 
do termo DC representa a intensidade média de pixels da 
imagem no domínio espacial. Como a amplitude do termo 
DC é normalmente muito maior do que a amplitude das 
frequências diferentes de 0, é usual exibir o logaritmo das 
amplitudes no espectro de Fourier.

A Figura 3 mostra alguns exemplos de imagens no 
domínio espacial (à esquerda) e seu respectivo espectro de 
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Fourier (à direita). Linhas e bordas pontiagudas em imagens 
são caracterizadas por amplitudes diferentes de zero com 
altas frequências espaciais. As linhas retas e bordas nas 
imagens dão origem a estruturas lineares no espectro de 
Fourier, e essas estruturas estão perpendiculares às suas 
linhas de origem da imagem no domínio espacial.

A maior parte dos programas de processamento de ima-
gem opera exclusivamente no domínio espacial. No entanto, 
existem operações que são mais rápidas e precisas após 
transformar a imagem do domínio espacial para o domínio 
da frequência. Por outro lado, existem algumas operações 
que só podem ser realizadas no domínio da frequência 
espacial. As imagens por ressonância magnética (MRI), 
por exemplo, são adquiridas diretamente no domínio da 
frequência espacial (chamado espaço k), sendo converti-
das para o domínio espacial posteriormente, para criar uma 
imagem anatômica interpretável.

A filtragem no domínio espacial é realizada através de 
uma operação que mapeia os valores dos pixels para novos 
valores, considerando a vizinhança dos pixels, utilizando 
uma máscara (ou kernel). As dimensões da máscara, em 
pixels, definem a vizinhança que será considerada na ope-
ração e, consequentemente, o quanto a filtragem operará 
sobre a imagem original.

Uma das implementações mais simples de uma filtra-
gem espacial é o filtro de suavização (blurring/smoothing 
filter), no qual a intensidade original de cada pixel é subs-
tituída pela média ou mediana dos pixels da vizinhança. 
A dimensão dessa vizinhança pode ser bem próxima, como 
3 × 3 pixels ao redor do pixel no qual será realizada a ope-
ração. Esse processo de cálculo da média ou mediana 
produz uma nova imagem com variabilidade reduzida nas 
intensidades, ou seja, é uma versão suavizada da imagem 
original. Convencionalmente, os elementos da máscara são 
inteiros positivos ou negativos e o resultado é dividido pela 
soma de todos os elementos. Outro filtro espacial bastante 
usual é aquele cujos elementos são uma versão discreta 
de uma função gaussiana, que produz uma suavização de 
imagens ruidosas.

Os filtros de suavização ou borramento são chamados 
filtros passa-baixa, porque atenuam frequências espaciais 
altas e deixam passar as frequências espaciais baixas.

Existem filtros cujo objetivo é realçar a imagem, desta-
cando as transições entre diferentes intensidades da ima-
gem. Nesse caso, os filtros são chamados de passa-alta, 
pois atenuam frequências espaciais baixas e deixam pas-
sar as frequências espaciais altas.

Enquanto os filtros de suavização assemelham-se a um 
processo de “integração” da imagem, os filtros de realce 
atuam de forma semelhante a uma operação de “deriva-
ção”, realizando operações de diferenças entre os valo-
res de intensidade dos pixels, dando destaque a bordas e 
mudanças abruptas de intensidade.

Existe uma variedade de filtros para detecção de bor-
das, como Sobel, Prewitt e Laplaciano (2ª derivada), entre 
outros21. Um dos métodos de detecção de bordas mais uti-
lizados é denominado de filtro de Canny, que possui dois 
passos, sendo a imagem inicialmente suavizada utilizando 
um filtro gaussiano, seguido da aplicação de um filtro deri-
vativo de primeira ordem, como Sobel ou Prewitt, para evi-
denciar regiões da imagem com alto gradiente22. A detec-
ção de bordas é bem adequada para a segmentação de 
estruturas com diferentes contrastes em diferentes regiões, 
como ossos. No entanto, alterações no valor de cinza local 
induzidas por ruído e artefatos (de metal) são muitas vezes 
erroneamente identificadas como bordas. Também deve-
-se notar que, sem processamento adicional, os métodos 
de detecção de bordas não segmentam necessariamente 
todos os voxels ósseos na imagem e, portanto, precisam 
ser combinados com outros métodos, como o crescimento 
da região23.

Em alguns casos, a filtragem pode ser realizada no domí-
nio de frequência espacial, realizando a multiplicação da TF 
da imagem pela TF da máscara de convolução, seguida pela 

Figura 3. Imagens no domínio espacial (coluna à esquerda) e 
seus respectivos espectros de Fourier (coluna à direita).
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transformação inversa de Fourier, para retornar ao domínio 
espacial. Essa opção é a escolha preferencial quando são 
usadas grandes máscaras de convolução, pois o proces-
samento pode ser mais rápido no domínio da frequência.

Deve-se destacar que, em termos matemáticos, o 
processo descrito anteriormente como convolução é, na 
realidade, uma correlação. A convolução difere da corre-
lação quando a matriz da máscara é girada 180 graus. 
A diferença é significativa apenas para as máscaras assi-
métricas ou quando o processamento está sendo reali-
zado nas imagens raw. Assim, a maioria dos textos de 
processamento de imagens utiliza o termo convolução 
em vez de correlação.

Em imagens de tomografia computadorizada por 
raios X (CT) e MRI de cérebro, por exemplo, podem ser 
utilizados algoritmos de rastreamento de objetos (object 
tracking) para remover valores próximos a 255 na escala 
de cinza (de 8 bits) para remover da imagem partes do 
crânio. Filtros de média são utilizados geralmente para 
remoção de artefatos, assim como máscaras específicas 
para realçar regiões de interesse e técnicas morfológicas 
para tratar as imagens sem alterar formatos. A Figura 4 
ilustra alguns casos de MRI e CT nas quais essas técni-
cas foram aplicadas24. 

Outros exemplos de aplicações de técnicas de pré-pro-
cessamento estão na redução de ruídos e correção de pixels 
defeituosos. O espectro de potência de ruído (NPS) da ima-
gem “corrigida” será igual à potência do ruído da imagem 
raw somado ao das imagens de ganho e de offset. Caso a 
imagem de ganho seja produzida com uma intensidade 

muito alta, haverá uma degradação da eficiência quântica 
do detector (DQE)25. A correção de pixels defeituosos é 
feita usando filtros de média ou mediana, ou também pelo 
uso de algoritmos de interpolação, como mostra o exem-
plo na Figura 5.

Como etapas de pós-processamento, várias técnicas 
podem ser empregadas nesses procedimentos, tais como 
restauração de contorno26 (Figura 6), equalização perifé-
rica27 (Figura 7), melhoria de contraste e brilho por modifi-
cação da relação entre os níveis de cinza da imagem ori-
ginal (adaptações na look-up table — LUT —, conforme 
exemplos gráficos na Figura 8). 

Figura 4. Aplicação de algoritmos de rastreamento como 
técnicas de pré-processamento em imagens de ressonância 
magnética e tomografia computadorizada para (A) remoção de 
partes do crânio; (B) remoção de artefatos; (C) manutenção e 
realce de tumores.

A

B

C

Fonte: Sonali e Udipi24.

Fonte: disponível em: <http://perso.ensta-paristech.fr/~manzaner/Cours/TA04/
ENSTA%20Athens04%20Serge%20MULLER%20-%20Breast%20Cancer%20
and%20Digital%20Mammography.pdf>. Acesso em: 10 ago. 2019.

Figura 5. Pré-processamento da imagem para corrigir pixels 
defeituosos, offset e ganho. Exemplos e filtros passa baixa 
frequência (low pass), passa alta frequência (high pass) e 
operações aritméticas.

Figura 6. Aumento das bordas tendo como base um filtro 
de média.

Fonte: Mathias, Neitzel e Schaefer-Prokop26.
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4. Segmentação

O cérebro humano rapidamente reconhece os diferentes 
objetos numa imagem que está sendo observada pelos 
olhos, porém, no caso dos sistemas computacionais, para 
reconhecer os objetos e as estruturas presentes é neces-
sário um algoritmo para analisar a sequência e os valo-
res dos pixels na imagem e só então tomar uma decisão 
sobre quais objetos realmente estão presentes na imagem. 
Geralmente essa análise computacional se inicia pela seg-
mentação dos diferentes objetos existentes na imagem.

Assim, na área da saúde, os médicos analisam cuida-
dosamente as imagens à procura de anormalidades, ou re-
giões de interesse, um processo cansativo e que pode levar 
muito tempo. Quando o médico encontra uma região com 
suspeita de anormalidades, ele se concentra nessa região, 
examinando suas características, procurando por padrões 
para decidir se de fato a imagem demonstra algum sinal 
particular de possível doença no paciente.

A segmentação pode ser definida como o processo 
de separação das imagens em regiões com característi-
cas estruturais similares. Os atributos mais básicos para a 
segmentação numa imagem são a amplitude da luminân-
cia do pixel, as bordas e texturas.

As técnicas de segmentação de imagens são responsá-
veis pela divisão das imagens em regiões de interesse para 

que, então, seja feita a classificação ou o reconhecimento 
dos objetos presentes na imagem28. A segmentação é con-
siderada uma das tarefas mais difíceis no processamento 
de imagens, no qual a precisão da segmentação determina 
o sucesso ou o fracasso dos processos subsequentes de 
análise computadorizada, classificação e reconhecimento 
de padrões29.

Como não existe uma única técnica de segmentação 
de imagens, surgiram vários algoritmos, tais como a limia-
rização, aplicável em imagens que possuam valores de 
intensidade de pixel que possam ser agrupados em dois 
ou mais grupos; ou mesmo a técnica de agrupamento que, 
baseada em medidas de atributos extraídos da imagem 
(como média móvel, desvio padrão, moda), faz o agrupa-
mento de pixels que tenham atributos similares; e também  
técnicas baseadas em detecção de bordas, que procuram 
por variações abruptas de intensidade na imagem para seg-
mentar as regiões30.

Na literatura, diversas técnicas de segmentação auto-
mática são apresentadas, baseadas desde em algoritmos 
simples de limiarização31,32 até em algoritmos de alta com-
plexidade utilizando redes neurais artificiais e aprendizado 
de máquina33,34. Basicamente, técnicas de segmentação 
são divididas em técnicas automáticas e semiautomáticas. 
As técnicas automáticas não necessitam de interferência do 
usuário para seleção de região ou de ponto de interesse; 
já as semiautomáticas geralmente são inicializadas a par-
tir da seleção, pelo usuário, de um ponto ou área de inte-
resse dentro da imagem. Por exemplo, Zhuo et al.35 pro-
puseram, em um recente trabalho sobre segmentação em 
CT, a combinação de algoritmos de crescimento de região 
com atributos estatísticos robustos (robust feature statis-
tics — RFS), formando assim um algoritmo de segmenta-
ção localmente adaptativo baseado em RFS.

Entre os métodos de segmentação automática se 
destacam alguns algoritmos baseados em crescimento 
de região36-38 por meio de sementes posicionadas sobre o 
tecido, técnicas de segmentação por limiarização do his-
tograma31,32 seguida de transformações morfológicas39 e 

Fonte: Pisano et al.27.

Figura 7. Exemplo de equalização periférica.

Fonte: disponível em: <https://ses.library.usyd.edu.au/bitstream/2123/1932/6/06Chapter5a.pdf>. Acesso em: 10 ago. 2019.

Figura 8. Look-up table em formato de S para as máquinas Kodak.
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técnicas de ajuste de atlas morfológicos por meio de trans-
formação afim40.

Além dessas, existem as técnicas de segmentação ba-
seadas em região, que utilizam propriedades geométricas 
para agrupar pixels com propriedades semelhantes, entre-
tanto a eficiência dessas técnicas, na maioria dos algoritmos, 
é altamente dependente da seleção do ponto de semente 
(ponto de partida do algoritmo)41.

A segmentação baseada em região usa conhecimento 
extraído de uma vizinhança de pixels, através de atribu-
tos e das características de pixels (valores de intensidade 
semelhantes, por exemplo), desde que não sejam bordas, 
podendo os pixels ser divididos em grupos: divisão e fusão 
de região, watershed e crescimento de região10.

A técnica de segmentação baseada em divisão e fusão de 
região inicialmente divide a imagem num conjunto arbitrário 
de regiões desconexas e, então, realiza a fusão ou uma nova 
divisão a fim de satisfazer uma condição de segmentação 
(por exemplo, todos os pixels da região devem possuir o 
mesmo nível de intensidade), que foi definida previamente.

A forma geral para realizar o procedimento de segmen-
tação pela técnica de divisão/fusão é a seguinte:
• definir a condição inicial de semelhança da região, por 

exemplo, o desvio padrão da região deve ser maior do 
que o desvio padrão do fundo;

• assumindo que a imagem é quadrada, subdividir toda 
a imagem sucessivamente em regiões quadradas 
(quadrantes) cada vez menores, até que a região seja 
homogênea; 

• fazer iterações do processo de divisão enquanto 
Q(Ri) = FALSO; 

• não sendo possível continuar dividindo as regiões, unir 
as regiões adjacentes Rj e Rk onde = VERDADE;

• parar quando não for possível realizar mais fusões.

A técnica watershed é baseada em conceitos de topo-
grafia e hidrografia na qual, considerando uma imagem 
monocromática, sendo representada em altitude, o pixel 
de valor alto corresponde a um cume, enquanto um pixel 
de baixa amplitude corresponde a um vale. Dessa forma, 
se caísse água sobre essa imagem, os pixels de valores 
baixos seriam preenchidos pela acumulação da água (cha-
mada de charco ou barragem). Todos os pontos que são 
preenchidos pelo charco fazem parte da mesma bacia 
hidrográfica (do inglês watershed, que dá o nome a essa 
técnica), enquanto o cume representa o gradiente máximo 
em altura dessa superfície.

Há duas formas básicas para calcular computacional-
mente as regiões por watershed numa imagem, a técnica 
por rainfall e a técnica conhecida por flooding. Pelo algo-
ritmo de rainfall, os mínimos locais são encontrados em 
toda a imagem, em cada um desses mínimos é dado um 
marcador único, e quando são adjacentes locais eles são 
combinados. Em sequência, em cada pixel não marcado é 
colocada uma gota de água, que se move para o seu vizi-
nho de menor amplitude até que alcance um pixel marcado, 
assumindo o valor dessa marcação. Na técnica flooding 

(inundação), que considera a imagem de entrada visuali-
zada na forma topográfica, a intenção é produzir linhas de 
divisão de água nessa superfície. A água entra através de 
furos, feitos em cada mínimo regional, e a amplitude da 
superfície é reduzida a um grande corpo de água. A água 
entra pelos orifícios para preencher cada bacia hidrográfica 
a uma taxa constante. Se a bacia está prestes a transbordar 
(águas vindas de diferentes mínimos regionais estão pres-
tes a se encontrarem), é construída uma represa concei-
tual (barreira) sobre a linha do cume em questão, até que 
a altura seja igual ao ponto mais alto de seu cume. Com a 
passagem do tempo, são visíveis apenas os topos das bar-
reiras que estão acima do nível da água, que são as linhas 
correspondentes à watershed30,42.

Assim, considerando como uma imagem digital em 
escala cinza, o menor valor da intensidade de nível de 
cinza para a imagem é chamado de hmin e o seu maior valor 
da intensidade de cinza é chamado de hmax. Então, para 
realizar o cálculo da watershed com a teoria de flooding, 
varia-se recursivamente a intensidade de cinza h de hmin até 
hmax, sendo que as bacias com o mínimo de f são expan-
didas sucessivamente, sendo Xh a união de um conjunto 
de bacias pertencentes à mesma intensidade de cinza h. 
E um componente conectado ao limiar definido como Th+1 
na intensidade de cinza h+1 pode ser um novo mínimo ou 
uma extensão da bacia Xh , sendo feito o cálculo da zona de 
influência de Xh sobre Th+1, e a união de todos os mínimos 
regionais da intensidade de cinza h é denominada de MINh.  

A técnica de crescimento de região agrupa os pixels 
numa região, iniciando no pixel de semente (ou pequeno 
conjunto de pixels) e crescendo espacialmente a partir da 
verificação da conectividade de pixels segundo o critério 
de similaridade28,29. Considerando que R seja uma repre-
sentação espacial da imagem, a segmentação pode ser 
considerada como sendo a divisão de R em n  sub-regiões 
(R1, R2, ..., Rn). E se realizada, essa união deve resultar em 
R, ou seja, todo pixel deve pertencer a uma região10,28.

Um algoritmo genérico para o crescimento de região 
baseado em agrupamento de pixels similares pode ser 
descrito da seguinte maneira10,28:
• inicie com o ponto de semente (ou um conjunto de 

pixels);
• acrescente os pixels que possuem propriedades seme-

lhantes (nível de cinza, cor) ao ponto de semente veri-
ficando vizinhança 4-conectados ou 8-conectados;

• pare quando não houver mais pixels semelhantes na 
vizinhança (4-conectados ou 8-conectados). 

O resultado desse algoritmo é altamente dependente 
do local de lançamento do ponto de semente e também 
da medida ou métrica de similaridade entre pixels utilizada. 
A forma de medir a similaridade é através da escolha de um 
valor de limite máximo da diferença absoluta entre o valor 
de intensidade do ponto de semente e o valor da intensi-
dade do pixel que está sendo analisado no momento28,29.

Outro modo de medir a similaridade é através da com-
paração com a técnica conhecida por nível de tolerância 
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aditiva (additive tolerance level), que permite variação entre 
as diferenças absolutas dos níveis de cinza da vizinhança. 
Para  isso, utiliza-se a média de intensidade de pixels da 
região, ao invés de utilizar somente o valor de intensidade 
do ponto de semente para realizar a comparação. Sendo T o 
nível de tolerância admitido (ou seja, compreende a máxima 
variação de intensidade entre pixels vizinhos admitida), f(m,n) 
o valor do pixel da imagem na posição (m,n), Rc a média da 
região Rc, Nc a quantidade de pixels presentes na região 
Rc a equação que representa a comparação para o nível 
de tolerância28,29.

5. Descrição de Imagens

Depois de uma imagem ter sido segmentada em re-
giões de interesse, é necessário representar e descre-
ver cada região para posterior processamento e análise 
das imagens.

Imagens médicas armazenam informações comple-
xas e obter as informações mais relevantes é um grande 
esforço do ponto de vista computacional. Assim, um dos 
principais desafios da área de análise de imagens é como 
extrair automaticamente atributos ou características das 
imagens capazes de descrever sua “essência”.

A representação de uma imagem digital envolve a esco-
lha de elementos de uma região que possam ser utilizados 
para representá-la, existindo duas alternativas, que podem 
ser utilizadas simultaneamente: a representação da região 
através de suas características externas, por exemplo o 
formato da região, obtida através de atributos extraídos 
de seus contornos; e a representação da região através 
das suas características internas, tais como as proprieda-
des dos pixels que compõem a região, como a média dos 
tons de cinza ou atributos de textura. 

Depois de escolher uma representação para a região da 
imagem, essa representação deve ser descrita com base 
em características, atributos ou descritores, tais como o 
comprimento do contorno ou a intensidade média dos 
pixels da região. Os descritores preferencialmente devem 
ser invariantes a mudanças de posição, de escala e de 
rotação da região.

Os métodos existentes na literatura para descrever 
a forma de um objeto são diversos. Uma sequência de 
coordenadas cartesianas é um exemplo de descrição de 
forma quando se está analisando formas biológicas e não 
há um número suficiente de marcos anatômicos identificá-
veis na imagem. Os formatos também podem ser descri-
tos pelos momentos angulares, momentos invariantes de 
Hu, coeficientes gerados pelas transformadas wavelets, 
entre outros43-45.

Outra maneira de descrever a região de uma imagem 
é através de sua textura. A textura é definida como uma 
combinação entre magnitude e frequência da variação de 
níveis de cinza em uma imagem. Apesar de a intensidade 
de níveis de cinza e a textura serem independentes, uma 
está intrinsecamente ligada à outra, isto é, quando uma 

pequena área de uma imagem tem muita variação de níveis 
de cinza, a propriedade dominante é a textura43,44. 

A textura pode ser caracterizada por três componen-
tes: contraste local, orientação e escala. O primeiro é a 
diferença de níveis de cinza entre áreas vizinhas mais cla-
ras e mais escuras. Imagens com áreas de alto contraste 
local possuem textura rugosa, já o contrário, isto é, baixo 
contraste local, significa textura mais lisa. A orientação está 
relacionada à disposição da direção dessas áreas mais cla-
ras ou mais escuras. Já a escala pode ser definida como a 
dimensão das áreas de uma imagem, resultando em textu-
ras finas e grossas, dependentes dos tamanhos das áreas 
claras ou escuras46.

Segundo Gonzalez e Woods29, a textura possui três 
abordagens principais em processamento de imagens:
• abordagem espectral: baseada em propriedades do 

espectro de Fourier, utilizada principalmente na detec-
ção de periodicidade global, identificando picos de alta 
energia no espectro;

• abordagem estatística: nesse caso a textura é definida 
por um conjunto de medidas locais extraídas do padrão;

• abordagem estrutural: baseada na ideia de que as tex-
turas são compostas de primitivas dispostas de forma 
regular e repetitiva.

Haralick et al.43 caracterizam textura em uma imagem 
com 14 descritores a partir da matriz de co-ocorrência de 
níveis de cinza (spatial gray-level dependence — SGLD), 
calculando a probabilidade de ocorrência combinada de 
direção e distância entre pares de pixels com valores de 
intensidade semelhantes. A matriz de co-ocorrência SGLD 
é uma matriz quadrada de tamanho igual à quantidade de 
níveis de cinza da imagem a ser analisada.

6. Análise e Reconhecimento de Padrões 

O desenvolvimento de algoritmos para análise de imagens 
médicas exige que seja extraído um conjunto de descrito-
res representativos das regiões das imagens. Essa tarefa 
envolve um alto nível de abstração e continua sendo um 
desafio para os pesquisadores da área. Métodos mate-
máticos, estatísticos e computacionais que visam extrair 
informações específicas de imagens vêm sendo adaptados 
para essa função, mas tais algoritmos costumam ser bas-
tante específicos para cada tarefa de análise de imagens.

Na área médica, técnicas de reconhecimento de padrões 
desenvolvidas pela ciência da computação são utilizadas 
para reconhecimento de tumores, quantificação de defor-
midades em estruturas anatômicas, visualização de contor-
nos, análises morfométricas e para auxílio ao diagnóstico, 
entre outras funções.

Para imagens mamográficas, por exemplo, no caso da 
extração de atributos de microcalcificações e de nódulos, 
é preciso obter informações que possibilitem a identifica-
ção da malignidade ou não (ou ainda quantificar a sus-
peita). Por isso, atributos geométricos ou morfológicos são 
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relevantes, uma vez que as medidas de área, perímetro, 
compacidade, irregularidade, momentos, entre outras, são 
significativas para associação das estruturas entre lesões 
malignas ou benignas.

6.1. Seleção de Atributos
Após a extração de atributos das imagens, é preciso sele-
cionar quais são mais significativos, permitindo assim sepa-
rar os objetos em classes. O processo de seleção de atri-
butos tem como função mapear as medidas extraídas das 
imagens em características mais significativas29.

A principal finalidade da seleção de atributos é a redução 
da dimensão dos dados. Isso significa dizer que os méto-
dos de seleção de atributos produzem um conjunto redu-
zido de dados a serem analisados. As grandes vantagens 
dessa redução de variáveis são a remoção de característi-
cas irrelevantes ou redundantes, a visualização gráfica do 
novo conjunto de atributos e produzir uma representação 
mais estável, melhorando o desempenho do classificador.

Basicamente, manter a dimensionalidade dos dados 
como a menor possível é importante, principalmente devido 
ao menor custo computacional (menor uso de memória e 
classificador mais rápido) e à maior acurácia do classifi-
cador. Entretanto, em alguns casos, uma redução muito 
acentuada do número de atributos analisados pode reduzir 
o desempenho do classificador, em virtude de uma perda 
na capacidade de discriminação dos dados.

Um método bastante usado para a redução da dimen-
sionalidade de variáveis, usado na redução de atributos em 
imagens, é a análise dos componentes principais (PCA). 
Para a análise de um conjunto de p variáveis é necessário 
transformar o conjunto de variáveis originais em um novo 
conjunto de variáveis não correlacionadas, denominadas de 
componentes principais. Essas novas variáveis são com-
binações lineares das variáveis originais e são deduzidas 
em ordem decrescente de importância, de maneira que o 
primeiro componente tenha o máximo possível da variação 
dos dados principais. A PCA é a técnica para encontrar 
essa transformação. O objetivo é verificar se alguns com-
ponentes podem representar a maior parte da variação dos 
dados originais. Se isso realmente é conseguido, então a 
dimensionalidade do problema é menor do que p, o número 
original de variáveis. Com isso, é possível compreender a 
estruturação e a variação dos dados, permitindo a visua-
lização do problema com um número menor de variáveis.

6.2. Classificação de Padrões em Imagens
Depois que a imagem é processada, com os objetos de inte-
resse identificados e caracterizados através dos descritores 
mais significativos, um algoritmo de classificação deve ser 
usado para associar ou classificar os padrões nas imagens. 
Esse procedimento pode ser feito por meio de classifica-
dores supervisionados ou não supervisionados, ou ainda 
pelo uso de técnicas híbridas, que utilizam um pouco de 
cada uma das técnicas para uma classificação final e mais 
refinada. A escolha da técnica de classificação é talvez a 
etapa mais complicada de um sistema de reconhecimento 

de padrões aplicado em medicina, bem como, em muitos 
casos, a definição do número de classes nas quais estarão 
categorizados os objetos de interesse.

Um trabalho desenvolvido em 2001 por Kononenko 
mostra uma aplicação de aprendizagem de máquinas no 
diagnóstico médico47, no qual se comparam alguns méto-
dos de aprendizagem de máquina, incluindo redes neu-
rais artificiais (RNA), classificadores bayesianos simples e 
algumas variações e extensões do método e métodos de 
aprendizado simbólico.

Segundo Kononenko47, para um sistema de apren-
dizado de máquinas ser usado para resolver problemas 
em diagnóstico médico, ele deve apresentar as seguintes 
características:
• bom desempenho: o algoritmo tem que ser capaz de 

extrair informações significativas para avaliação dos 
dados;

• tratamento de dados errados: muitos dados médicos 
apresentam erros e ruídos, e algoritmos de aprendizado 
de máquinas aplicados à área médica devem apresen-
tar medidas efetivas para trabalhar ruídos;

• transparência do conhecimento do diagnóstico: gene-
ralização do conhecimento e explicação da decisão 
deveria ser transparente para os médicos, de modo 
que possam analisar o conhecimento generalizado e 
observar os pontos de vista dados no problema de 
maneira explícita pelo algoritmo, que muitas vezes não 
poderiam ter sido observados anteriormente;

• capacidade de explicação: o sistema deve ser capaz de 
explicar a decisão quando do diagnóstico de um novo 
paciente. Quando o médico se depara com um resul-
tado inesperado, poderá requerer uma explicação de 
maneira que lhe sirva de sugestão na tomada de deci-
são do diagnóstico final;

• redução do número de exames: na prática médica, a 
coleção de dados de pacientes é cara, consome muito 
tempo e espaço e é prejudicial aos pacientes; então é 
interessante um classificador que ajude a predizer o 
diagnóstico com um número menor de informações 
sobre o paciente. Assim, a seleção do subconjunto de 
atributos para redução do tempo de processamento e 
verificação dos mais significativos é um ponto essencial 
em algoritmos de aprendizagem de máquinas.

7. Auxílio Computadorizado ao Diagnóstico

Alguns métodos de segmentação de imagem, para seleção 
de regiões de interesse ou para realçar e retirar estruturas de 
interesse em função do tipo de órgão presente, são comu-
mente empregados em etapas ou módulos de processa-
mento específicos, disponibilizados pelos fabricantes nas 
estações de trabalho (workstations) dos equipamentos de 
imagem, proporcionando aos médicos recursos adicionais 
para a análise da imagem. 

Por exemplo, para a visualização apenas dos ossos 
ou do tecido pulmonar em imagens de CT, usualmente 
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existem ferramentas que utilizam técnicas de limiarização 
(thresholding) e janelamento das imagens48 (como no exem-
plo da Figura 9). 

Outras ferramentas computacionais mais sofisticadas, os 
denominados esquemas automáticos ou sistemas semiau-
tomáticos de auxílio computadorizado ao diagnóstico, vêm 
sendo disponibilizadas para os médicos. Resultantes de 

pesquisas e desenvolvimentos da área de processamento 
de imagens digitais, elas ganharam corpo e representam 
um recurso importante, sobretudo no campo do diagnóstico 
por imagem. Denominados, na maioria dos casos, como 
“esquemas CAD” (da expressão em inglês computer-aided 
diagnosis), espalharam-se a partir das áreas específicas de 
mamografia e pneumologia para as mais variadas aplica-
ções do radiodiagnóstico (não apenas para imagens obti-
das por exposição aos raios X, mas incluídas as produzi-
das por ultrassom, MRI e em medicina nuclear) e também 
na odontologia. Por essa razão, essa seção traz uma breve 
abordagem do que esses esquemas computacionais repre-
sentam no contexto do processamento de imagens médi-
cas e exemplos ilustrativos de sua aplicação nesse campo.

7.1. Conceitos Básicos dos Esquemas Computed-
Aided Diagnosis (CAD)
Ainda que a ideia da criação do CAD date de 1967, como 
aplicação de auxílio ao diagnóstico em mamografia, no qual 
computadores indicariam regiões mamárias com anorma-
lidades, até a década de 1980 esses esquemas tinham 
baixa acurácia em comparação à interpretação dos médi-
cos radiologistas. Como a miniaturização dos componen-
tes computacionais permitiu avanços mais significativos 
no hardware desses sistemas a partir da década de 1990, 
técnicas mais avançadas de processamento de imagens 
começaram a ser implantadas, permitindo obter resulta-
dos um pouco mais consistentes nessa área. Nas últimas 
décadas houve um aprimoramento considerável dessa 
ferramenta, de modo que tais esquemas passaram a ser 
usados em outras áreas da radiologia, com aplicações hoje 
em CT do pulmão, de cabeça, pescoço e de estruturas ós-
seas, avaliação cardíaca e de neoplasias de colo de útero 
e de próstata1. Como é constituído de processos muitas 
vezes genéricos, esquemas CAD também podem ser apli-
cados a diversas formas de diagnóstico por imagem, como 
na ultrassonografia e na ressonância magnética, além da 
radiologia clássica, uma vez que a fonte de todo o proce-
dimento é uma imagem digital.

Esquema CAD é a denominação genérica de um sistema 
computacional de auxílio ao diagnóstico, conforme proposta 
originalmente no fim dos anos 198049. Atualmente, a deno-
minação se desdobrou em esquemas CADe e CADx, o pri-
meiro referindo-se àqueles que objetivam exclusivamente a 
detecção de estruturas de interesse clínico (como os sistemas 
aprovados para uso clínico comercial pela Food and Drug 
Administration, nos Estados Unidos, em 1998)50 e o segundo 
correspondente aos sistemas que avançam na análise das 
estruturas detectadas de modo a atingir também a etapa de 
classificação, fase do chamado processamento de alto nível, 
auxiliando assim na interpretação dos eventuais achados51.

Embora haja alguns esquemas comerciais disseminados 
em diversos países (Estados Unidos, Canadá, Alemanha, 
França, Grã-Bretanha, Holanda, Bélgica) sendo utilizados 
em hospitais ou grandes centros radiológicos52, no Brasil se 
desconhece a utilização de sistemas como esse pelos pro-
fissionais da radiologia de maneira geral ou mais extensiva. 

Figura 9. Comparativo entre o tamanho janela (WW: window 
width) e o nível da janela (WL: window level).

Fonte: Seeram e Seeram48.



45Revista Brasileira de Física Médica. 2019;13(1):34-48.

Processamento e Análise de Imagens Médicas

Apenas têm sido utilizadas algumas ferramentas computa-
cionais disponibilizadas pelos fabricantes de determinados 
equipamentos de maior porte e custo, como os tomógra-
fos em geral, ou alguns poucos recursos computacionais 
embutidos em sistema de aquisição de imagens médicas 
digitais, como os relacionados à variação de brilho e con-
traste, seleção de regiões de interesse ou inversão dos 
níveis de cinza. Certamente, um dos principais motivos está 
associado ao alto custo desses esquemas em nível comer-
cial, o que reduz drasticamente sua atratividade, ainda mais 
considerando-se a intrínseca taxa de falsos positivos que 
se verifica no seu uso53.

7.2. Tecnologias Empregadas
Nishikawa51 afirma que há cerca de cinco companhias comer-
ciais desenvolvendo sistemas CAD para uso na mamografia. 
O pesquisador acrescenta que aproximadamente 50% de 
todas as mamografias realizadas nos Estados Unidos são 
submetidas ao auxílio do CADe, cujos principais comerciais 
são: Image Checker™, CADVision™, VuComp™, iCAD™, 
Imagediagnostic™, M-Vision™ e alguns outros de desen-
volvedores japoneses. 

No início, sistemas CAD comerciais completos eram dota-
dos de um escâner, geralmente a laser, que digitalizava as 
imagens registradas em película. Um software faz uma varre-
dura da imagem digitalizada, destacando qualquer anorma-
lidade que fuja do padrão. Todos os sistemas utilizam algo-
ritmos para identificar e marcar as características que estão 
associadas a possíveis lesões, demarcando essas regiões na 
imagem. A seguir, muitas dessas regiões perdem suas demar-
cações porque a maioria dos sistemas tem limite de número 
máximo permitido e possível por imagem. Por fim, os sinais 
demarcados são mostrados num monitor e/ou impressos. 

Os detalhes matemáticos dos diferentes tipos de algo-
ritmos existentes nos vários sistemas são sempre extrema-
mente confidenciais, não sendo possível ao usuário alterá-los. 
Conforme frisam Malich, Fischer e Böttcher54, o único sis-
tema que possui um pequeno guia mostrando os  algoritmos 
usados é o Image Checker™, fornecendo ao usuário, sem 
detalhamento, uma ideia de como o sistema funciona. 

No entanto, problemas devem ser superados no desen-
volvimento do CAD, tais como a variação no contraste das 
imagens e o pequeno tamanho de algumas estruturas, 
como diminutas calcificações, difíceis de diferenciar com 
meros ruídos do sistema. Porém, para o desenvolvimento do 
esquema para execução do CAD, é preciso que o desenvol-
vedor tenha conhecimento das áreas que serão analisadas, 
o que pode representar um obstáculo, uma vez que esse 
profissional não é da área médica e tem acesso muito res-
trito a laudos de exames atuais ou de exames anteriormente 
demarcados, o que pode levar à alta taxa de falsos positivos.

7.3. A Influência do Computed-Aided Diagnosis na 
Atuação do Médico Radiologista
Desde sua aprovação pela Food and Drug Administration nos 
Estados Unidos em 1998, a utilização da detecção assistida 
por computador (CADe) tem se difundido na prática clínica 

da mamografia e de outras aplicações de aquisição de ima-
gens médicas, embora verifique-se que seu desempenho é 
muito influenciado pela quantidade de falsos positivos indi-
cados55. Ainda que a quantidade de casos de existência 
de tumores de mama seja alta e crescente entre os tipos 
de câncer existentes, é baixa a taxa de casos de maligni-
dade se considerada a população em geral que se submete 
anualmente a exames mamográficos (estima-se que seja 
de seis ocorrências a cada mil pacientes submetidas ao 
rastreamento). E não apenas isso afeta a forma e a persis-
tência no emprego dessa ferramenta como coadjuvante na 
detecção de lesões suspeitas, mas também o padrão típico 
de abordagem do profissional médico em função das prá-
ticas de cada serviço radiológico. De fato, a prática clínica 
tem mostrado, por exemplo, que enquanto nos Estados 
Unidos há tendência de se enfatizar um potencial sinal de 
anormalidade — como, aliás, normalmente também ocorre 
no Brasil —, na Grã-Bretanha há mais zelo pela não rea-
lização de biópsias que se comprovem desnecessárias56.

Porém, muito da eficácia que um esquema desse tipo 
pode apresentar para auxílio efetivo ao diagnóstico em 
mamografia passa por um conjunto de fatores57, tais como 
a formação do médico radiologista, sua experiência prévia 
e número de casos já detectados por ele, a experiência 
que ele tem com o uso do CAD58, a versão e a interativi-
dade do software usado e o quanto foram feitas análises 
comparativas dos exames com e sem o uso do CAD sem 
que se soubesse o resultado do primeiro. Além, é claro, da 
qualidade da imagem a ser analisada59.

7.4. Influência da Aquisição da Imagem no 
Desempenho do Esquema Computed-Aided Diagnosis
O desempenho de esquemas CAD pode variar muito depen-
dendo das características das imagens utilizadas nos tes-
tes de avaliação60,61. De fato, cada esquema desenvolvido 
mundo afora utiliza um particular conjunto de imagens e for-
mar uma base de imagens que atenda às diferentes neces-
sidades de diversas técnicas de processamento é uma ativi-
dade que demanda trabalho árduo e de difícil consecução, 
dadas suas peculiaridades. Em mamografia, por exemplo, 
as imagens precisam obedecer a um conjunto significativo 
de critérios, desde o processo de aquisição no mamógrafo 
até sua digitalização, e seria importante que elas fossem 
provenientes de diferentes lugares para ampliar o universo 
das características das pacientes59. 

Uma base de imagens médicas representativa do uni-
verso de casos a serem investigados deve apresentar situa-
ções que contenham tanto estruturas diversas como aque-
las que representam a inexistência de achados. Ela também 
deve conter uma parcela estatisticamente representativa 
da população que apresenta as características em investi-
gação. Isso, portanto, implica obter imagens de indivíduos 
numa larga faixa de idades e com características diversas. 
Por conseguinte, as imagens são obtidas de diversos equi-
pamentos em diversas instituições e, portanto, sob diferen-
tes condições técnicas. Garante-se, assim, a representati-
vidade estatística de casos, mas a qualidade das imagens 
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pode ser penalizada, dada a grande heterogeneidade de 
características relacionadas ao seu processo de aquisição. 
Isso não apenas impede que se faça a devida comparação 
de performance entre diferentes esquemas CAD, mas pode 
levar um mesmo esquema a apresentar diferentes perfor-
mances dependendo do elenco de casos escolhidos, em 
função de sua origem. 

Daí a importância de se conhecer previamente as prin-
cipais características de qualidade do sistema de aquisição 
dessas imagens, incluindo o processo de digitalização, a 
fim de que isso possa guiar até mesmo o desenvolvimento 
de técnicas de processamento62. Assim, a proposição de 
técnicas de pré-processamento baseadas na eventual 
perda de qualidade devida ao processo de aquisição/digi-
talização pode criar uma espécie de “uniformização” da 
imagem, o que permitiria às etapas de segmentação pos-
teriores atuarem apenas nas características intrínsecas ao 
órgão de interesse clínico.

Trabalhos prévios59,63,64 mostraram que o efeito dos parâ-
metros relativos à aquisição das imagens na performance 
do processamento não pode ser negligenciado, em particu-
lar quando há problemas de qualidade em relação ao equi-
pamento, verificados em testes de controle de qualidade. 
Como exemplo prático: na comparação entre os resultados 
de uma técnica de segmentação62 projetada para detectar 
microcalcificações agrupadas em mamografias digitais apli-
cada a um conjunto de imagens em duas etapas de tes-
tes, foi verificado um aumento em 14% na sensibilidade de 
detecção (que atingiu um índice de verdadeiros positivos de 
95,5%), acompanhado de uma sensível redução da taxa de 
falsos negativos (de 18,5 para 4,5%) quando o conjunto de 
imagens foi submetido a um pré-processamento para realçar 
características a partir do conhecimento de degradações 
introduzidas no processo de aquisição59. Tais técnicas de 
realce focalizaram essencialmente aspectos relacionados a: 
tamanho de ponto focal, através do emprego da função de 
transferência de modulação (FTM); magnificação radiográ-
fica utilizada; ruído, com emprego do espectro de Wiener; 
e curva característica do digitalizador.

Assim, o ganho já comprovado ao se utilizar caracte-
rísticas do processo de aquisição para desenvolver técni-
cas de pré-processamento que “corrijam” as degradações 
introduzidas por tal processo nas imagens digitais é um 
aspecto de significativa importância na projeção da neces-
sidade de se estudar o estabelecimento de uma “uniformi-
zação” dos conjuntos de imagens de testes dos esquemas 
CAD. A finalidade seria a técnica de processamento atuar 
exclusivamente apenas sobre as características do órgão 
de interesse clínico, para que os diferentes esquemas com-
putacionais existentes possam, inclusive, ser comparados 
em termos de eficácia.

8. Considerações Finais

A área de pesquisa em processamento e análise de imagens 
médicas é ilimitada. Centenas de aplicações relacionadas 

ao diagnóstico médico e estudo de processos biológicos 
incorporam o processamento digital de imagens e técnicas 
de análise. Este artigo apresenta uma abordagem conceitual 
sobre algumas técnicas de processamento e análise digital 
de imagens, visando subsidiar suas aplicações na prática 
clínica e na pesquisa em imagens médicas.

Diversos algoritmos vêm sendo propostos na literatura 
para cada estágio de processamento de imagens médi-
cas, assim como para solucionar problemas específicos 
em diferentes modalidades de imagem. 

A avaliação de uma imagem médica requer uma análise 
cuidadosa e compreensão das propriedades e dos detalhes 
das imagens, que incluem as condições de aquisição, tais 
como a modalidade de imagem, as condições experimen-
tais, por exemplo a dose de radiação, e as características 
do indivíduo ou sistema biológico imageado. Portanto, uma 
abordagem baseada no conhecimento para a análise e inter-
pretação de tais imagens é preferencial em comparação a 
abordagens analíticas ou estatísticas.

A inovação no diagnóstico por imagens médicas está 
avançando para a integração de distintas modalidades e 
avanços técnicos que produzam imagens de maior reso-
lução espacial, temporal e razão sinal-ruído. Aliados aos 
computadores com maior capacidade de processamento, 
os métodos de análise de imagens médicas devem avan-
çar no sentido de extrair novas informações que, unidas  à 
mineração de grandes bases de dados e imagens, permi-
tam a combinação de dados multidimensionais, tais como 
genótipos e estruturas, possibilitando a integração frutífera 
com a  inteligência artificial.
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